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Abstract: This paper proposes a support vector machine (SVM) active learning strategy based on vector cosine for the

high dimensional dataset to solve the problem that the traditional support vector machine based on active learning can

not measure the correlation degree of different samples by Euclidean distance and obtains the low generalization ability,

namely COS_SVMactive method. By measuring the information redundancy of training samples based on vector cosine on

active learning procedure, several the most valuable samples are selected and need be labeled by experts. In each samples

labeling loop, the balance of labeled data is gradually adjusted in order to achieve good generalization performance.

The experimental results demonstrate that, compared with common SVM active learning based on random sampling

(RS_SVMactive) and SVM active learning based on distance (DIS_SVMactive) methods, the proposed COS_SVMactive

method can not only improve classification accuracy, but also reduce the artificial labeling cost.
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1 引言
在用数据挖掘方法处理实际生活中遇到的问题

时，由于技术和成本的限制，对大规模的数据往往很

难获取到足够多的带标记样本。因此，如何利用未标

记样本进行无监督或半监督的学习成为当今机器学

习领域的研究热点之一。主动学习（active learning，

AL）是一种利用未标记样本进行学习的半监督学习

方法，其核心在于“主动地”从给定的未标记样本集

中挑选出最有价值样本，交由专家进行标记，然后加

入训练集，并学习得到分类器，最后通过多次迭代过

程改善分类器的性能[1-2]。主动学习方法从功能结构

上可分为学习模块和选择模块，前者负责学习器的

训练，后者负责从给定的未标记样本集中选出最有

价值样本，后者是主动学习方法的关键。按照未标

注样本获取方式的不同，可以将现有的主动学习中

最有价值样本的选择策略大致分为基于池和基于流

的两类。

目前已有学者提出了一些典型的主动学习方法。

Tong[1]提出了基于距离的主动学习方法，即选择距离

超平面较近的未标记样本作为最有价值样本进行标

记。但该方法对于模型选择敏感，特别对于高维数

据由于距离的衡量不好控制，效果时好时坏。Seung

等人[3]提出了委员会投票（query by committee）方法，

该方法把已建立的多个分类器都作为委员会成员，

并对未标记样本进行投票，根据投票情况选择最有

价值样本交由专家进行标记。该方法虽然效率较高，

但存在错误的累积效应。类似采用委员会投票思想

对未标记样本的价值进行评判的改进方法还有很

多 [4-5]。Nguyen等人[6]提出了将主动学习与聚类相结

合的改进方法，即将未标记样本集的先验分布知识加

入到训练过程，对训练数据进行聚类，通过聚类结果

所提供的有效信息提取最有价值样本交由专家进行

标记，获得了比传统方法更好的学习效果。Lughofer[7]

提出了混合的主动学习模型，该方法将无监督聚类

方法和有监督的增量学习方法有机结合，通过增量

学习思想选择最有价值样本，有效减少了专家标注

未标记样本的代价。李洋等人[8]将主动学习思想与

最近邻方法相结合，提出了一种有指导的主动学习

方法用于入侵检测，即选择使用少量高质量的训练

样本进行建模，以高效完成检测任务。Wang 等人[9]

则提出了基于自适应规则的主动学习方法，能够自

适应地修改当前抽取最有价值样本的规则，以有效

指导主动学习中动态样本训练问题中最有价值样本

的选择。

支持向量机（support vector machine，SVM）是美

国学者Vapnik[10]提出的一类通用有效的机器学习方

法，具有坚实的理论基础和良好的泛化能力，目前已

成为机器学习领域的研究热点，并在很多领域，如手

写数字识别、人脸图像识别、时间序列预测、非线性函

数估计等，得到成功的应用。许多学者在SVM算法

的优化方面开展了大量工作[11-13]，如何将高效的SVM

方法与主动学习思想相结合，以处理半监督的分类

问题具有重要的理论意义和应用价值。韩光等人[14]

采用一种动态聚类过程来选取最有代表性样本，并

摘 要：针对传统基于主动学习的支持向量机（support vector machine，SVM）方法中所采用的欧式距离不能

有效衡量高维样本之间的相关程度，导致学习器泛化能力下降的问题，提出了一种基于向量余弦的支持向量

机主动学习（SVM active learning based on vector cosine）策略，称为COS_SVMactive方法。该方法通过在主

动学习过程中引入向量余弦来度量训练集中样本信息的冗余度，以挑选那些含有重要分类信息的最有价值样

本交给专家进行人工标注，并在迭代的样本标注过程中对训练集的平衡度进行逐步调整，使学习器获得更好

的泛化性能。实验结果表明，与传统基于随机采样的SVM主动学习方法（SVM active learning based on ran-

dom sampling，RS_SVMactive）和基于距离的 SVM 主动学习方法（SVM active learning based on distance，

DIS_SVMactive）相比，COS_SVMactive方法不仅可以提高分类精度，而且能够减少专家标记代价。
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根据专家标记与当前 SVM 分类结果的差值来调整

SVM超平面位置，通过这两种策略来解决障碍物检

测问题。目前，基于主动学习的SVM方法已经在文

本分类[15]、概率估计[16]等领域得到成功的应用。

当所需要处理的样本维度较高（如在文本分类、

图像处理等领域）时，传统基于主动学习的SVM方法

采用未标记样本到超平面的欧式距离来衡量样本的

重要性，以提取最有价值样本。但当样本维度很高

时，任意两个样本之间的欧氏距离都会变得很大，即

导致所有未标记样本到近似超平面的距离几乎相

等，不能准确反应出样本的重要性，无法对样本的冗

余程度进行正确度量，不利于主动学习过程中最有

价值样本的选择。

针对传统基于主动学习的SVM方法无法有效处

理高维数据的问题，本文提出了一种新的基于向量余

弦的 SVM 主动学习（SVM active learning based on

vector cosine，COS_SVMactive）策略。该方法针对高

维数据定义了新的置信度度量，即将每个样本都看

做一个向量，通过衡量两个样本之间的夹角余弦大

小来判断样本间的相关程度和冗余信息。这种衡量

样本之间差异的方式几乎不受样本维度的影响，可

以将样本之间的差异度控制在一个合理范围之内，

从而有助于挑选含有最多分类信息的最有价值样本

交由专家进行人工标注。此外，在每次迭代标注过

程中，根据所得到的相关程度对训练集的平衡度进

行调整，获得了较好的泛化能力和较快的收敛速度。

2 COS_SVMactive方法

针对高维数据的半监督分类问题，本文通过向量

夹角余弦定义新的样本置信度度量方法，在学习过

程中对某些未标记样本的价值进行度量，然后选取

价值最大的未标记样本进行人工标注。如此循环往

复不断学习，训练SVM分类器，直到需要人工标记的

样本被标记完毕或循环次数达到某一阈值时停止。

2.1 置信度度量方法

通常认为离超平面最近的样本最有可能被错分，

但它不一定就是最有价值的样本，在度量样本与超

平面距离的同时还要考虑样本信息间的冗余情况。

当处理维度较低的数据时，传统的欧式距离能够较

为准确地反映样本间的相关程度，但处理维度较高

的数据时，这种度量往往不再适用。针对这个问题，

本文通过度量两个样本（向量）间夹角的余弦判断样

本间的相关程度，进而选择最有价值样本交由专家

进行标记。

假设 L 和U 分别表示已标记样本集与未标记样

本集，对每个未标记样本 xiÎU 的置信度定义如下：

c(xi)=
< xi

-
xj >

 xi ×  -xj

xjÎ L （1）

其中，-xj 表示当前已标记样本的均值向量，即：

-
xj =

1
m

(å
j = 1

m

xj)m = ||L （2）

 xi 和  -xj 分别表示未标记样本 xi 与已标记样本均

值-
xj 的模；< xi

-
xj >表示向量 xi 和

-
xj 的内积。实际

上，-xj 表示当前迭代过程中已标记样本的平均值，即

将-
xj 作为当前已标记样本的虚拟代表，然后通过未

标记样本 xi 与
-
xj 的向量余弦来度量 xi 与当前已标

记样本集的平均相关程度。余弦值越小，两个样本

的相关程度越小，即 xi 与当前已标记样本集包含的

信息差异越大，因而就越有价值。

COS_SVMactive方法仅对每个与超平面距离小

于当前分类器间隔的未标记样本（即位于分类间隔

内的未标记样本）xi 计算对应的 c(xi) 。这样既可降

低计算复杂度，又可避免选到孤立点，从而能保证算

法快速收敛。然后按所有样本对应的 c(xi) 的绝对值

升序排列，取前 m 个样本（m 为样本抽取参数）进行

人工标记，然后加入训练集。

2.2 基于聚类的训练集平衡度调整策略

在每步迭代后得到的带标记样本集都有可能是

非平衡的，即超平面可能与一类样本的中心距离较

远，与另一类样本中心距离较近。此时，依照本文所

提出的置信度度量选择的样本中，样本中心离超平

面近的类中样本个数可能会大于另一类样本，如果不

对数据集进行处理，则会使算法的学习能力下降。

为避免出现选择最有价值样本导致的数据不平
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衡现象，减小样本不平衡性对于模型泛化性能的影

响，本文的 COS_SVMactive 算法在每次迭代后都会

检测样本集的平衡度 B ，并采用深层聚类的方法进

行平衡度调整，其定义如下：

B =

ì

í

î

ïï
ïï

num+

num-num+  num-

num-

num+num+ > num-
（3）

其中，num+ 表示正类样本的个数；num- 表示负类样

本的个数。当 B 值不大于 ε（ε为平衡度调节参数）

时，集合是不平衡的，此时对多数类数据进行聚类（聚

类个数为少数类样本数）；然后仅将与聚类中心最靠

近的多数类样本与少数类样本加入训练集，而将多

数类数据中的其他样本删去，以此来减小训练集不

平衡性对泛化性能带来的负面影响，同时也减小模

型对于平衡度阈值参数的依赖性。

2.3 COS_SVMactive算法
在 COS_SVMactive 算法中，每次均选择位于超

平面分类间隔内的未标记样本作为最有价值样本，交

由专家进行标记并加入训练集，能更快地使算法收

敛到较高的精度，获得更好的泛化性能，否则将降低

算法的收敛速度甚至不收敛。本文采用了双停止迭

代条件，即：（1）若迭代次数达到预设最大迭代参数，

则停止迭代；（2）若此时与当前超平面的距离小于当

前最大分类间隔的未标记样本都被专家标记完毕，

则停止迭代。这样既在一定程度上保证了算法的收

敛性，又可使用户在获得满足自己需要的分类精度

的同时，将算法的运行时间保持在可控范围内。

假设已标记样本集为 L ，未标记样本集为U ，初

始标记集合 L =Æ，所有未标记样本U ={x1x2xn}；

集合 Need_label 用来存放主动学习中的最有价值样

本，其初始值为空，且每次迭代前均清空；集合 Train

中的元素为所有人工标记过的样本，用于SVM训练，

其初始值也为空；集合Wrong_label 中的元素为每次

迭代中被分错的未标记样本，初始值为空，且同样在

每次迭代前都要清空；集合U_near 中的元素为每次

迭代中与当前超平面的距离小于当前最大分类间隔

的未标记样本，其初始值为空，在每次迭代前同样都

要清空；max_w 表示当前超平面的最大分类间隔。

算法1 COS_SVMactive算法

步骤 1 初始化。将 U 中样本聚为 k 类，对应类

中心为 c1,c2,,ck；然后将 c1,c2,,ck 交由专家标记，

若 c1,c2,,ck 中同时包含正负类样本，则令 Train =

{c1c2ck}，否则将原始数据聚为 k + 1类，重复这

一过程，直到类中心集合同时包含正负类样本为止，

U =U - Train 。初始聚类样本集为 X
(0)

，第 i 层聚类

参数为 ki ，初始活动类集 Set(active)=Æ，初始静止类

集 Set(static)=Æ。

步骤2 循环执行以下训练过程：

步骤 2.1 用集合 Train 训练 SVM，并对 U 中样

本类别进行预测。

步骤2.2 对每个 xi(xiÎU)，计算其与当前超平面

的距离 d(xi)，若 d(xi)max_w，则将 xi 放入U_near 中。

步骤 2.3 如果没有找到与当前超平面的距离小

于最大分类间隔的样本，即 "xi(xiÎU) ，都有 d(xi)>

max_w ，此时U_near =Æ，那么转步骤3。

步骤2.4 对U_near 中的样本按式（1）计算 c(xi) ，

并按 c(xi) 的值对U_near 中样本进行升序排列，取前

m 个样本加入 Need_label 集合，并将 Need_label 中

的样本交由专家进行标记。

步骤 2.5 将 Need_label 中各样本的标记结果与

步骤 2.1中对应样本的标签进行对比，若二者不同，

则将其放入Wrong_label 集合。

步骤 2.6 按式（3）计算当前Wrong_label 集对应

的平衡度 B ，若 B  ε，则按2.2节中的方法对Wrong_

label 集的平衡度进行调整。

步骤 2.7 Train =Wrong_label Train ，U =U -

Wrong_label 。若循环次数达到预设最大阈值，则转

步骤3；否则，继续循环。

步骤3 算法结束。

3 实验及结果分析
为验证本文COS_SVMactive算法的有效性，在4

个标准数据集（见表 1）上进行了实验。本文的重点

在于设计基于向量余弦的SVM主动学习方法，以提

取高维数据中最有价值样本交由专家进行标记，提高

郭虎升 等：基于向量余弦的支持向量机主动学习策略 871
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SVM处理高维半监督问题的性能，得到优秀的分类结

果。由于标准SVM需要存储和计算规模庞大的核矩

阵，其时间复杂度和空间复杂度较高，不适用于规模

过大的训练样本。关于标准 SVM 算法效率的问题

已经在文献[11-13，17-20]中进行了具体研究，但其

均是以牺牲一定的泛化性能作为代价的，这与本文

提高高维复杂数据分类精度和泛化性能的研究目的

不符，因此SVM本身算法效率改进不作为本文重点

讨论内容，实验中采用的训练集规模都控制在 100~

5 000之间。SVM方法可采用不同的核函数及参数，关

于SVM核及参数的选择在文献[21-24]中进行了详细

讨论。本文实验中SVM模型全部采用高斯核，核函

数参数取1.0，惩罚参数设置为1 000，迭代次数为10，

实验中平衡度阈值参数 ε取0.5。

3.1 COS_SVMactive算法有效性验证

在同等规模训练集下，以数据集 Hill_Valley_

without_Noise为例，将COS_SVMactive算法与经典的

两种方法 RS_SVMactive（SVM active learning based

on random sampling）和 DIS_SVMactive（SVM active

learning based on distance）进行比较。由于RS_SVM-

active方法运行结果不稳定，在训练集规模相同的情

况下，取10次的平均值作为对比结果，实验中样本抽

取参数 m 取30，测试结果对比见表2。

从表2中可以看出，COS_SVMactive与RS_SVM-

active、DIS_SVMactive方法相比，在分类精度上提高

了 20%以上。DIS_SVMactive 方法的运行时间虽然

较短，但与COS_SVMactive方法相比，其分类精度不

理想。而COS_SVMactive算法需要进行样本集的迭

代聚类过程，因此运行时间稍长。RS_SVMactive方

法的运行时间极短，但其性能不稳，准确率在59.9%~

79.21%之间浮动变化，而 COS_SVMactive 方法准确

率稳定且收敛。

两种方法的准确率波动曲线对比见图1。图中横

轴对于RS_SVMactive方法表示训练次数，对于COS_

SVMactive算法表示迭代次数。从图1中可以看出，在

10次实验过程中，COS_SVMactive方法的准确率均高

于传统RS_SVMactive方法，且COS_SVMactive方法

测试精度的稳定性随着迭代过程基本稳中有升，而传

统RS_SVMactive方法则表现不稳定。这说明COS_

SVMactive方法随着算法的进程，能够提取到更多的

含有重要信息的最有价值样本来进行标记和训练。

表 3 是 3 种方法在 Hill_Valley_without_Noise 数

据集上 m 取不同值时的实验结果。从表3中可以看

出，COS_SVMactive方法的 m 值从10变化到30的过

程中，精度越来越高，但当 m 值为40时，精度下降，这

可能是由于样本过多导致过学习情况的发生；DIS_

SVMactive的 m 值从 10增加到 40时，测试精度也是

先升高后降低，同样存在过学习问题，但与COS_SVM-

active 方法相比低得多；而 RS_SVMactive 方法虽然

随着 m 值增大而增加，但算法精度较低。

数据集

Splice

Sonar

Hill_Valley_with_Noise

Hill_Valley_without_Noise

训练集

的规模

5 000

133

606

606

测试集

的规模

10 875

90

606

606

维度

60

60

100

100

Table 1 Data sets of experiment

表1 实验采用的数据集

方法

RS_SVMactive

DIS_SVMactive

COS_SVMactive

准确率/（%）

72.61

69.97

96.70

运行时间/s

≈0

15.687

33.078

Table 2 Comparison results of Hill_Valley_without_Noise

表2 Hill_Valley_without_Noise上结果比较

100

90

80

70

60

50

准
确

率
/（

%
）

次数

Hill_Valley_without_Noise

1 2 3 4 5 6 7 8 9 10

COS_SVMactive RS_SVMactive

Fig.1 Testing accuracy of RS_SVMactive &

COS_SVMactive

图1 RS_SVMactive和COS_SVMactive的准确率
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表 4是COS_SVMactive方法在其他数据集上的

实验结果。从表4中可以看出，COS_SVMactive方法

在数据集 Sonar 上得到的分类精度在 70%~80%之

间，在其他数据集上分类精度都能达到80%或90%以

上。此外，从表 4中可以看出，除数据集Hill_Valley_

with_Noise外，在开始阶段，随着样本抽取参数m值

的增加，测试的准确率越来越高，但当样本抽取参数

达到一定阈值时（如大于 30时），精度减小。这是由

于开始阶段，随着 m 值增加，每次进入的最有价值样

本较多，对于学习器的提高较大，但如果 m 值过大，

容易导致学习器产生过学习问题，且迭代过程中测

试精度发生振荡，降低了学习器的泛化性能。

为测试本文提出的平衡度阈值参数对测试结果

的影响，以及算法 1的步骤 2.6中对于非平衡数据进

行平衡度调整的必要性，在非平衡的 Need_label 集

合上进行了实验，COS_SVMactive方法通过步骤 2.6

对训练集进行平衡度调整。以数据集 Hill_Valley_

without_Noise 为例，当 ε = 0.5 时，图 2 给出了 COS_

SVMactive方法对训练集平衡度调整前与调整后的

测试结果比较。从图2中可以看出，调整训练集平衡

度的结果要明显优于调整前，这说明原始数据的不

平衡性对结果造成了一定的影响，而采用本文提出

的平衡度调整策略有助于在非平衡问题上获得更好

的泛化性能。

3.2 COS_SVMactive的收敛性实验
在Sonar数据集上，经过一次算法迭代过程，就达

到了表4中的最优实验精度，因此表5~表7分别列出

了 m 为10、20、30和40时，COS_SVMactive方法在除

Sonar的其他各数据集上迭代 10次所得到的分类精

度比较。

COS_SVMactive 方法在数据集 Sonar 上第一次

迭代过程就达到了最优分类精度，而在其他数据集上

Table 3 Testing results of different m on

Hill_Valley_without_Noise

表3 Hill_Valley_without_Noise

数据集上不同 m 值的结果

方法

COS_SVMactive

RS_SVMactive

DIS_SVMactive

m

10

20

30

40

10

20

30

40

10

20

30

40

支持向量个数
16

14

14

16

14

19

25

32

17

19

18

21

准确率/（%）
94.2

95.5

96.7

92.6

59.8

64.3

73.4

79.2

58.6

70.2

69.7

59.9

98

96

94

92

90
10 20 30 40

调整后 调整前

准
确

率
/（

%
）

m

Hill_Valley_without_Noise

Fig.2 Testing accuracy before and after balance adjusting

图2 平衡度调整前后测试准确率

Table 4 Testing results of COS_SVMactive

on other datasets (ε = 0.5)

表4 COS_SVMactive在其他数据集

上的测试结果 (ε = 0.5)

数据集

Splice

Sonar

Hill_Valley_

with_Noise

Hill_Valley_

without_Noise

m

10

20

30

40

10

20

30

40

10

20

30

40

10

20

30

40

支持向

量个数

19

19

24

25

17

8

8

11

45

45

39

41

16

14

14

16

准确率

/（%）

76.0

76.3

79.8

77.1

70.0

78.9

78.9

74.4

90.8

90.1

88.0

89.1

94.2

95.5

96.7

92.6

训练时

间/s

0.078

0.094

0.078

0.051

0.016

0.031

0.063

0.070

0.734

0.555

0.491

0.909

0.375

0.302

0.523

0.941
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经过一定的迭代次数后，也取得了较好的收敛效果。

这说明COS_SVMactive方法的收敛性较好。从本文

只给出了COS_SVMactive方法在不同迭代次数和样

本抽取参数下所得到的结果看，COS_SVMactive 方

法的分类精度最后都收敛到一个较稳定值。

4 结束语

目前，支持向量机已经越来越广泛地应用于各

个领域，其与主动学习思想相结合得到的基于主动

学习的支持向量机也在大规模半监督或无监督的样

本分类问题中以较好的性能获得了广泛关注。针对

传统欧式距离不能有效衡量高维样本间相关程度而

导致学习器泛化能力低下的问题，本文提出了一种

基于向量余弦的支持向量机主动学习策略。该方法

在主动学习过程中引入向量余弦来度量训练集中高

维样本信息的冗余度，从而挑选那些含有较多分类

信息的最有价值样本进行人工标注，并在每次迭代

中对训练集的平衡度进行调整，以使学习器获得更

好的泛化性能。在分类精度、收敛性、运行时间 3个

指标上，COS_SVMactive方法都取得了较好的效果。

在未来的工作中，结合实际应用问题，将本文提出的

基于向量余弦的SVM主动学习方法应用于图像处理、

文本分类等高维复杂数据处理领域中。
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